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			resumen

			El presente estudio tiene como objetivo analizar el impacto de la inteligencia artificial (IA) en el aprendizaje de la educación superior. Para esto se implementó un diseño cuasiexperimental con 780 estudiantes de primer semestre de medicina veterinaria. De esta cohorte, 500 estudiantes fueron seleccionados al azar en dos grupos: un grupo de control (N = 250) que empleó métodos de enseñanza tradicionales, y un grupo de tipo experimental (N = 250) que empleó un sistema de IA adaptativa. La variedad de fuentes de datos posibilitó un diseño metodológico de tipo mixto en el que se articularon el análisis cuantitativo (pruebas t, ANOVA, regresión lineal y series de tiempo) y el análisis cualitativo (análisis de sentimiento a partir de procesamiento de lenguaje natural). Se encontró que el grupo experimental obtuvo un 8% más de aciertos que el grupo control en la evaluación final, mostró un aprendizaje más dinámico y una experiencia en general más positiva. La investigación también destaca tensiones críticas, como la protección de datos sensibles y la falta de pedagogía en los sistemas de IA. Se concluye que la IA en educación presenta oportunidades significativas, las cuales deben desarrollarse mediante la capacitación docente y un marco ético robusto para su uso.

			PALABRAS CLAVE: Aprendizaje adaptativo, Inteligencia artificial, IA, Educación superior, Personalización, Enseñanza asistida por ordenador.

			ABSTRACT

			The present study identifies the effect of artificial intelligence on individualized learning in higher education. For this purpose, a quasi-experimental design was implemented with 780 first-semester veterinary medicine students. From this cohort, 500 students were randomly assigned to two groups: a control group (N = 250) that used traditional teaching methods, and an experimental group (N = 250) that used an adaptive AI system. The variety of data sources enabled a mixed-methods methodological design that integrated quantitative analysis (t-tests, ANOVA, linear regression, and time series) with qualitative analysis (sentiment analysis using natural language processing). It was found that the experimental group scored 8% higher than the control group on the final evaluation, demonstrated more dynamic learning, and had an overall more positive experience. The research also highlights critical tensions, such as the protection of sensitive data and the lack of pedagogical grounding in AI systems. It is concluded that AI in education presents significant opportunities, which must be developed through teacher training and a robust ethical framework for its use.

			KEYWORDS: Adaptive Learning, Artificial Intelligence, AI, Higher Education, Personalization, Computer-assisted Teaching.

			INTRODUCción

			Para fundamentar adecuadamente la investigación empírica que se presenta en este estudio, es esencial revisar los principios teóricos que apoyan la inclusión de la inteligencia artificial (IA) en la educación superior. Dicha integración constituye un verdadero cambio de paradigma, con repercusiones profundas en los sistemas de tecnología educativa (EdTech). En el ámbito universitario, atender de manera específica las necesidades instruccionales de cada estudiante representa un reto complejo que la IA busca resolver a través de la personalización del aprendizaje (Andrade Espín, 2023). 

			Los sistemas de aprendizaje de este tipo aprovechan las capacidades de aprendizaje adaptativo de la IA. Las herramientas de IA analizan diferentes patrones incrustados en los datos de los aprendices y, posteriormente, responden a diversas instrucciones y recomendaciones, personalizando así el contenido educativo y diferentes enfoques de enseñanza a los perfiles de aprendizaje (Aparicio-Gómez et al., 2025).

			La consolidación destaca la personalización de estos sistemas como una de sus principales ventajas. Recientes estudios, como los de Aparicio-Gómez y Aparicio-Gómez (2024) y Beltrán Arcos et al. (2025), demuestran que los sistemas de aprendizaje adaptativo no solo contribuyen a un desempeño académico superior, sino que también aumentan las tasas de finalización de los cursos, así como la satisfacción de las personas usuarias con la experiencia formativa. 

			Sin embargo, este potencial debe ser matizado, puesto que plantea importantes desafíos, como la necesidad de contar con la infraestructura técnica respectiva y la formación del profesorado. En este caso, la disposición de técnicas que faciliten la integración de sistemas de IA debe ser acompañada de otros cambios en la cultura institucional y en las concepciones pedagógicas que las instituciones de educación superior promuevan. De esta manera, las personas docentes desarrollarán las habilidades necesarias para comprender y relacionarse con la información producida por la IA en su diseño instruccional (Holmes et al., 2019).

			El objetivo de este artículo fue analizar el impacto de la inteligencia artificial en la personalización del aprendizaje en la educación superior, contrastando los beneficios con los posibles obstáculos que presenta un modelo de enseñanza adaptativo basado en IA y, igualmente, ofrecer prueba empírica sobre cómo estas tecnologías inciden en los aprendizajes de los estudiantes.

			Este artículo se organiza de la siguiente manera: tras esta introducción, se ofrece una revisión actualizada de la literatura especializada en inteligencia artificial aplicada a la educación superior, con especial énfasis en los sistemas de aprendizaje adaptativo. Se detalla el método utilizado para el estudio cuasiexperimental, junto con una cuenta comprensiva de los hallazgos. Los resultados son analizados en base a la teoría relevante y la literatura existente, concluyendo con las conclusiones y limitaciones del estudio, junto con comentarios sobre investigaciones futuras y aplicación práctica.

			Inteligencia artificial en la educación superior: Fundamentos, aplicaciones e impacto

			Integrar la inteligencia artificial (IA) en la educación superior constituye un cambio de paradigma con profundas implicaciones para los sistemas de tecnología educativa (EdTech). Según De Giusti (2023), las organizaciones educativas están experimentando una transformación digital que las obliga a ajustar no solo su infraestructura, sino también las metodologías y herramientas para los procesos de aprendizaje, lo que fomenta nuevas formas de trabajar (p. 11). En la última década, la educación superior no solo ha sido protagonista de cambios relevantes, sino que ha sido objeto de una transformación radical, muchas veces de manera interrumpida y abrupta, por la tecnología y la digitalización (Álvarez y Prieto, 2023). Es innegable que la evolución de los sistemas de aprendizaje y la enseñanza, así como la incorporación de herramientas de inteligencia artificial como ChatGPT y Gemini de Google, han tenido un impacto significativo. Es de suma importancia distinguir entre tecnologías educativas digitales de uso auxiliar, como Zoom o Moodle, y aquellas que se basan estrictamente en IA, como los sistemas de tutoría inteligente (ITS, por sus siglas en inglés) que utilizan aprendizaje activo y estímulos adaptativos y personalizados (Dhawan & Batra, 2021). ChatGPT, Google Gemini, PictoBlox, Teachable Machines y Cognimate, como herramientas de nueva generación, tienen el potencial de mejorar la calidad de la educación superior a través de sus funciones de procesamiento de lenguaje natural (NLP), escritura, generación de imágenes, programación y otras tareas relacionadas con los medios. La implementación de minería de datos, análisis de aprendizaje y grandes datos ha transformado profundamente el panorama educativo, incluida la personalización de rutas de aprendizaje y evaluación (Picciano 2014).

			La IA ya es utilizada en diversos campos claves, como lo son los procesos académicos y las actividades de investigación científica. En la investigación, las herramientas de IA permiten la recuperación de información personalizada, la realización de revisiones bibliográficas, el análisis de datos, las sesiones de lluvia de ideas, la provisión de texto e imagen, el formateo y la interpretación de resultados (Luckin et al., 2016). El efecto más notable de la IA es la creación de entornos de aprendizaje dinámicos y personalizados (Baker et al., 2019). 

			La habilidad de adaptar la instrucción para cumplir todas las necesidades de los estudiantes individuales promueve la retención de datos e información y mejora el pensamiento crítico (Chassignol et al., 2018). Además, los sistemas de IA alivian a los docentes de trabajos evaluativos y administrativos y ayudan a optimizar procesos, lo que permite a los educadores concentrarse en facetas más innovadoras de la enseñanza. 

			La recopilación y el uso de datos de los estudiantes plantean abrumadoras cuestiones éticas relacionadas con la privacidad y la protección de información sensible (Domínguez Figaredo, 2018; Hwang et al., 2020). También existe la posibilidad de que algoritmos diseñados de manera desigual puedan agravar las fracturas sociales existentes y, a su vez, afectar negativamente la desigualdad social y la injusticia social (Francesc et al., 2019). Por otro lado, la capacitación del personal docente es una piedra angular importante; los educadores necesitan formación continua, no solo en el uso técnico de las herramientas de IA, sino también en su uso pedagógico integrado para desarrollar estrategias diagnósticas y de enseñanza innovadoras (Hrastinski et al., 2019; Guamán-Inga et al., 2023; Pérez Pérez & González de Pirela, 2024). 

			Cabe señalar que la intención no es reemplazar al educador, sino mejorar las metodologías de enseñanza a través del uso de enfoques diferenciados y personalizados. Sin embargo, Rondon Morel et al. (2024), expresan que existen escasas investigaciones que se centren en la formación docente en el uso de herramientas tecnológicas, especialmente en integrar la IA como parte de los métodos de enseñanza. Esta necesidad formativa se enmarca en una reflexión profunda sobre el uso de la IA en la integración pedagógica. En palabras de Perrenoud (2008, como se citó en Calderon-Guevara & Armijos-Carrión, 2025), la continua preparación del profesorado, sus habilidades y las actitudes garantizan una efectiva conexión con los estudiantes en el desarrollo de su aprendizaje.

			La IA permite crear materiales y recursos instructivos, puesto que las personas educadoras cuentan con una amplia cantidad de plataformas y aplicaciones que pueden ayudarles en su trabajo. Se han documentado ejemplos del uso de herramientas tecnológicas en la asignación de recursos en el campo educativo (Wahyono, 2019). Estas aplicaciones de IA están creciendo y se han consolidado como instrumentos básicos para satisfacer las necesidades educativas y de investigación. La IA optimiza ciertos procesos como el de direccionar la educación y el desarrollo individual. Estas herramientas tienen el objetivo de ayudar en la evaluación de la información para detectar patrones que facilitan el desarrollo de sistemas educativos que optimizan los resultados del aprendizaje (Renz & Vladova 2021). La inteligencia artificial posibilita correlacionar y relacionar más rápido y eficientemente los datos en comparación con los humanos. 

			Así mismo, el avance de la e-educación es significativo en lo sistemático y tecnológico, porque ello implica el uso pertinente de un programa informático adecuado. En consecuencia, el manejo de tales tecnologías requiere destacado profesionalismo en su diseño, investigación y desarrollo, así como en su práctica. El alumnado es uno de los principales protagonistas en el e-learning y la evaluación es clave en cada sistema moderno de educación. Como mencionan Estela y Requelme (2024), las evaluaciones que se realizan requieren ajustes que puedan contribuir al aprendizaje según la intencionalidad, asociación entre estímulos, tipo de información, significatividad o rol del sujeto. Una revisión profunda, e incluso una metaevaluación, del proceso de evaluación para los exámenes sería muy importante. 

			Desde la propuesta de Trujillo-Flórez (2021), la sobreabundancia no organizada de los recursos de investigación sobre e-learning y la desatención a la investigación sobre metodologías y modelos pedagógicos aplicables a la educación en línea, pueden ser factores que, en efecto, contribuyan a la ineficiencia del e-learning y a los altos índices de reprobación y deserción. Esto no permite que el proceso de aprendizaje se lleve a cabo de manera más eficiente. El modelo bayesiano mejora el análisis de respuesta predictiva, ya que la persona necesita responder correctamente a preguntas simplificadas. 

			Este método también permite medir de forma general el nivel de dominio, así como asignar probabilidades de aprobación de una evaluación final basándose en el desempeño en ciertas preguntas de evaluación (Di Fiore et al., 2024). A pesar de ello, existe el riesgo de fuga de información, donde el alumnado tiene acceso no autorizado a información sobre las preguntas. Por lo tanto, esas cuestiones necesitan ser abordadas de forma urgente con bases prácticas y teóricas. 

			En la actualidad, ha habido un cambio de enfoque hacia la implementación de técnicas automatizadas en el aprendizaje en línea (Gligorea et al., 2023). Estos sistemas pueden ahora entender la forma de aprender usando un conjunto completo de preguntas. Lo mismo sucede con los modelos de aprendizaje adaptativo que sistematizan tanto el contenido como las pruebas evaluativas en función de los registros del alumnado en momentos previos. 

			Este nivel de flexibilidad, además de atender las problemáticas que se relacionan, permite sobrepasar las limitaciones de los enfoques clásicos que habitualmente ignoran las dinámicas del perfil de aprendizaje (Wang et al., 2025). Aunque estas tecnologías parecen tener beneficios, su uso en práctica es mayormente conceptual. Se necesita un diseño de investigación que examine cómo se están utilizando los sistemas de aprendizaje automático, enfocándose en su efectividad, equidad y temas como la seguridad, el reciclaje de ítems y su adaptación a diferentes sistemas educativos. Como con muchas otras técnicas de aprendizaje automático, su aplicación en la evaluación en línea promueve un cambio hacia una evaluación más automatizada, personalizada y eficiente. Lo cual permite aprovechar los avances que estas tecnologías pueden ofrecer al sector educación (Ihichr et al., 2024).

			Este enfoque aumenta la retención de la información, el pensamiento crítico y la habilidad de abordar problemas de forma creativa y efectiva. Las diferentes herramientas y aplicaciones de la inteligencia artificial pueden liberar al profesorado y supervisores de tareas rutinarias y monótonas como la evaluación automática de exámenes, la asignación de horarios, el mantenimiento de registros académicos y otras tareas administrativas relacionadas con la educación. Este tipo de descarga administrativa y operativa permite al educador atender los aspectos más innovadores y creativos de su enseñanza. Además, este enfoque permite la diferenciación educativa al adaptar la estrategia al perfil individual. Este cambio, a su vez, mejora la calidad de los procesos escolares al transformar la experiencia educativa ofrecida al aprendiz. 

			Las tecnologías basadas en un sistema de inteligencia artificial tienen la particular característica de identificar patrones en el comportamiento académico del alumnado. Esta funcionalidad permite a dichos sistemas anticipar problemas educativos futuros, tales como la alta probabilidad de abandono escolar o las severas dificultades que puede sufrir en alguna asignatura del plan de estudios (Pisco Rodríguez et al., 2024). 

			Con el avance de la tecnología han surgido nuevos recursos, tales como chats y tutores virtuales, que facilitan al alumnado soluciones específicas de acuerdo con sus antecedentes y necesidades. Dicha tecnología no solo ofrece mayor ayuda, sino que también mejora la inclusión educativa mediante el acceso a materiales de aprendizaje preparados considerando las necesidades y destrezas particulares (Montesdeoca et al., 2024). Diseñar enfoques individualizados para diversas necesidades de aprendizaje es crucial para ayudar a cada individuo a realizar plenamente su potencial.

			 La investigación sobre la aceptación tecnológica en educación reconoce la existencia de ciertos factores actitudinales que afectan la adopción de la IA. El estudio realizado por Ifenthaler y Yau (2020) muestra que una actitud positiva hacia la IA está asociada con una mayor persistencia en entornos de aprendizaje adaptativo, mientras que la ansiedad tecnológica puede servir como una barrera significativa. En cuanto a las dimensiones emocionales del aprendizaje, la investigación sobre estados afectivos muestra que el compromiso, el aburrimiento y la frustración afectan la eficacia de los sistemas de tutoría inteligente. Estos factores no cognitivos, aunque menos discutidos en la literatura sobre IA educativa, son cruciales para explicar la gama de variaciones en la efectividad reportadas entre poblaciones estudiantiles (Zatarain-Cabada et al., 2017). 

			En lo que respecta a los desafíos de la inteligencia artificial en la educación, existe el problema de la privacidad, la seguridad de los datos, el sesgo algorítmico y la formación de los docentes. Los grandes datos sobre el personal estudiantil contienen información relevante para estos problemas.

			Es posible que el dominio y utilización de dicho repositorio desencadene problemas éticos que pueden resultar sutiles, pero igualmente aplastantes (Domínguez Figaredo, 2018). Algo similar sucede con la educación de hoy, donde la información también es sensible y crítica (Hwang et al., 2020). Por ello, es de suma importancia que las instituciones educativas y otros organismos relacionados con el proceso educativo tengan el más cuidado al manejar dicha información. Resguardar la información habilita la creación de un ambiente educativo que, verdaderamente, mantenga la dignidad humana en primer plano, evitando la irrupción en la privacidad de los datos personales. Es crucial definir directrices específicas que aseguren que los intentos de recopilar información no infrinjan derechos tan básicos como la dignidad de quienes estudian, sino que, por el contrario, mejoren la educación que reciben y su retención dentro del entorno escolar (Carrión Fité, 2023).

			Los sesgos en IA educativa también emergen de limitaciones en los datos de entrenamiento, ya que se encontró que los modelos que predicen la deserción escolar, que se entrenaron principalmente con datos de universidades de Estados Unidos, tuvieron una precisión mucho menor (hasta un 34% menos) al usarse en América Latina (Kizilcec & Lee 2022). Esto también resulta de las diferencias en la cultura y la estructura de los sistemas educativos, destacando la necesidad de desarrollar y validar modelos de contexto para entornos educativos específicos. Los sistemas educativos que incorporan inteligencia artificial (IA) muestran sesgos y riesgos con un efecto multiplicador sobre la desigualdad de manera muy explícita. 

			De acuerdo con Baker y Hawn (2021) documentaron empíricamente el efecto Mateo algorítmico en sistemas de recomendación educativa, donde estudiantes de contextos socioeconómicos desfavorecidos recibieron materiales de aprendizaje menos desafiantes y oportunidades reducidas, perpetuando así brechas existentes. 

			Así mismo, en la investigación de Ramaswami, et al. (2019) llevaron a cabo estudios empíricos fundamentales sobre los algoritmos de sistemas de recomendación educativa y documentaron que, cuando el estudiantado de instituciones con menos recursos tenía un rendimiento académico comparable, recibían menos contenidos avanzados que sus pares de instituciones más acreditadas. Estos ejemplos muestran que, para usar la IA educativa adecuadamente, se necesita no solo aspectos técnicos, sino también revisiones constantes de equidad y diversidad en el diseño algorítmico. 

			Por otro lado, existen altas expectativas de que los sistemas de tutoría se desarrollen aún más para contar con avanzada personalización, para que cumplan con las necesidades individuales, brindando así una mejor asistencia pedagógica (Rizvi, 2023). También se espera la mejora en la automatización del evaluado de manera objetiva junto a comentarios que ayuden a su comprensión y en la autoevaluación. Asimismo, se espera que este tipo de herramientas puedan proporcionar respuestas más contextuales y útiles (Ayeni et al., 2024). Este punto se relaciona con un diseño responsable e inclusivo que utiliza desde su origen el eje del cambio. Se construye con poderosas tecnologías que, lejos de modificar el consumo de información, alteran la estructura misma del aprendizaje.

			Metodología

			Tipo y diseño de investigación

			El trabajo de investigación tuvo un enfoque cuasiexperimental, este tuvo lugar de abril de 2023 hasta septiembre de 2024 durante tres semestres de la Escuela Superior Politécnica Agropecuaria de Manabí Manuel Félix López, ubicada en la provincia de Manabí, Ecuador. La finalidad fue integrar no solo el análisis teórico sobre el impacto de la inteligencia artificial en la personalización del aprendizaje, sino también de establecer las relaciones causales entre el uso de las herramientas de IA y el desempeño académico del alumnado. 

			Los métodos bibliográficos, descriptivos y explicativos facilitaron la integración de los análisis teóricos sobre el efecto de la inteligencia artificial en la personalización del aprendizaje y el establecimiento de relaciones causales entre el uso de herramientas de IA y el rendimiento académico de los estudiantes.

			Participantes

			La población de interés estaba compuesta por 780 estudiantes de primer semestre matriculados en el programa de Medicina Veterinaria. La muestra final, que consistió en 500 estudiantes, fue seleccionada mediante muestreo aleatorio estratificado para asegurar la representatividad en términos de género (60% mujeres y 40% hombres), edad (de 17 a 21 años) y estatus socioeconómico (evaluado mediante el cuestionario NSE-ECU adaptado del Instituto Nacional de Estadística y Censos, 2020). Mientras género y edad fueron variables directamente observables, el estatus socioeconómico se determinó mediante un cuestionario breve administrado al inicio del estudio, clasificando a los participantes en tres niveles: bajo, medio y alto. A todas las personas participantes se les proporcionó un consentimiento informado de confidencialidad, que describía el estudio, su derecho a retirarse en cualquier momento sin penalización y la confidencialidad de sus datos. 

			El tamaño de la muestra se determinó a través de un análisis de poder estadístico (poder > 0.8, α = .05) para detectar diferencias significativas entre un grupo de control y un grupo experimental. Cabe mencionar que las personas participantes seleccionadas fueron asignadas aleatoriamente a los grupos. El grupo de control, compuesto por 250 estudiantes, fue enseñado utilizando métodos tradicionales (es decir, conferencias, materiales de enseñanza estándar y evaluaciones convencionales). 

			El grupo experimental, también constituido por 250 estudiantes, empleó una plataforma de IA adaptativa, la cual ajustaba de manera automática las evaluaciones, así como los módulos de contenido de la asignatura de Biología, de acuerdo con las particularidades individuales del desempeño del estudiante. El algoritmo ajustaba la dificultad y el orden de los contenidos de manera dinámica, recomendaba recursos adicionales según el rendimiento en las evaluaciones y daba retroalimentación inmediata y específica sobre los errores encontrados. 

			Para evitar sesgos al principio de la investigación, se hizo una prueba de homogeneidad (prueba t para muestras independientes y chi-cuadrado) que mostró que no había diferencias significativas entre los grupos en sus calificaciones académicas antes de entrar a la universidad, edad o género. 

			Medidas e instrumentos

			Los instrumentos que permitieron la recolección de la información fueron los siguientes: 

			Exámenes de conocimiento: Se administraron exámenes estandarizados al inicio (pre-test), a la mitad (evaluación parcial) y al final (post-test) del periodo de estudio. Estos instrumentos fueron validados por un panel de cinco expertos de la carrera de medicina veterinaria y profesionales de pedagogía (validez de contenido > 0.80) y mostraron una alta fiabilidad en una prueba piloto (alfa de Cronbach = .87).

			Plataforma de IA adaptativa: La plataforma recopiló automáticamente los siguientes datos de cada estudiante: tiempo dedicado a cada tarea y módulo; patrones de interacción con los materiales, como la repetición de secciones y el uso de ayudas; resultados en evaluaciones formativas continuas; y trayectorias de aprendizaje personalizadas generadas por el algoritmo.

			Registros administrativos: Se recopilaron las dos calificaciones anteriores al ingreso del programa (promedio de bachillerato y resultado de examen de admisión) para su uso como covariables.

			Al finalizar la investigación, se emplearon instrumentos cualitativos, tales como: 

			Grupos focales semiestructurados con una submuestra de 30 estudiantes del grupo experimental, encuestas de opinión abiertas a todos los participantes de este para recabar comentarios sobre su experiencia con la plataforma y técnicas avanzadas de aprendizaje automático utilizadas. El análisis cualitativo de los datos de los grupos focales y las encuestas abiertas se basó en un enfoque de análisis temático (Braun & Clarke, 2006). 

			Con la librería VADER (Valence Aware Dictionary and sEntiment Reasoner) de Python se realizaron análisis de sentimiento sobre 427 textos comentados. Se encontró una distribución que no es uniforme (χ²(2, N = 427) = 215.4, p < .001), con 68.2% de comentarios positivos, 21.8% neutrales y 10.0% negativos. La validación a través de etiquetado manual de 50 comentarios clasificadores arrojó: exactitud de 0.843 (IC95%: 0.813-0.873) y concordancia sustancial (κ = 0.763).

			Para analizar la información obtenida de la plataforma de IA y los exámenes, fue necesario utilizar las siguientes técnicas de análisis de datos.

			Agrupamiento: se usó el algoritmo K-means con k = 3, k fue determinado por el método del codo. Las variables de entrada (tiempo de dedicación, frecuencia de interacciones, tasa de completación y progreso semanal) se transformaron por escalamiento Z-score y se imputaron los datos no reportados (casos con valor cero, 15% de los datos, se consideraron como datos faltantes). La calidad del agrupamiento se avaló con el coeficiente de silueta = 0.68. Para la visualización de datos, se usó Análisis de Componentes Principales (PCA) el cual explicó el 78% de la varianza. 

			En predicción y clasificación se implementaron Bosques Aleatorios (Random Forests) para predecir el desempeño académico final y determinar qué variables predictoras (tiempo de dedicación, patrones de interacción, uso de recursos) contribuyeron significativamente al éxito estudiantil. El modelo se evaluó mediante validación cruzada de 10 particiones. Además, se implementó un modelo de aprendizaje por refuerzo en el núcleo del marco de IA que, en tiempo real, en base a las respuestas de los estudiantes, ajustaba el tipo y el nivel de contenido que se presentaba a cada uno. Esto se abordó en dos niveles. El primer nivel fue un análisis cuantitativo en el que se usaron diferencias en las puntuaciones promedio entre los grupos de control y experimental, a nivel de análisis, se usaron pruebas t de muestras independientes y ANOVA de una vía. 

			Análisis estadístico

			Para los análisis, se usaron modelos de regresión lineal en las calificaciones previas de los estudiantes, que se usarían como una variable predictiva y sus puntuaciones en los exámenes que se usaron posteriores a la intervención como variable de resultado. Para evaluar la tendencia en el rendimiento de ambos grupos a lo largo de las 12 semanas del estudio, se realizó un análisis de series temporales.

			Las técnicas de Procesamiento de Lenguaje Natural permitieron el análisis de los datos textuales obtenidos de grupos focales junto con las encuestas de respuesta abierta. Este proceso incluyó lo siguiente: Tokenización: los textos se dividen en unidades significativas. Eliminación de palabras vacías.

			Resultados

			Para comparar el rendimiento final entre grupos controlando las diferencias iniciales, se llevó a cabo un análisis de covarianza (ANCOVA) utilizando la calificación del post-test como variable dependiente y la calificación del pre-test como covariable (ver Figura 1)..

			Figura 1. 

			Comparación de calificaciones finales ajustadas por rendimiento inicial (ANCOVA)
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			Fuente: Elaboración propia.

			Se observó un contraste significativo en el rendimiento final del grupo experimental, F(1, 497) = 69.45, p < .001, después de controlar las puntuaciones iniciales. El grupo experimental mostró un rendimiento medio ajustado significativamente mayor (M<sub>ajustada</sub> = 89.8%, EE = 0.3) que el grupo de control (M<sub>ajustada</sub> = 82.1%, EE = 0.3), con una diferencia ajustada de 7.7 puntos porcentuales. El tamaño del efecto fue grande (η² parcial = 0.123).

			A continuación, se presenta la Figura 2 que trata sobre el análisis de clústeres; identificó tres perfiles distintivos de interacción con la plataforma adaptativa. El clúster 1, que constituye el 35% de la muestra, mostró patrones de alta participación junto con un progreso acelerado. El clúster 2, que representa el 45%, mostró interacción consistente y progresión lineal. En contraste, el clúster 3, que comprende el 20%, demostró patrones de uso esporádico

			Figura 2. 

			Perfiles de aprendizaje identificados mediante análisis K-means
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			Fuente: Elaboración propia.

			La estandarización de las métricas y el manejo de los valores cero con imputación MICE hicieron posible una buena descripción de los perfiles de aprendizaje. El coeficiente de silueta de 0.68 confirma una estructura de clústeres bien definida. El grupo de control mostró una distribución uniforme sin patrones claros, lo que confirma que la personalización con IA ayuda a identificar y satisfacer necesidades educativas específicas que los métodos tradicionales no ven. Esto sugiere que el contenido de aprendizaje del grupo experimental está mejor ajustado para una atención individual.

			Estos resultados son consistentes con la hipótesis de que la personalización impulsada por IA podría facilitar caminos de aprendizaje más adaptados, potencialmente satisfaciendo requisitos específicos del alumnado. Los datos sugieren que este enfoque podría contribuir al compromiso y la motivación mediante la provisión de niveles de desafío apropiados y materiales que se ajusten a diferentes niveles de habilidad.             

			El análisis comparativo entre grupos de la Figura 3, detalla lo siguiente: (A) Boxplot con distribución individual de calificaciones; (B) Medias con intervalos de confianza del 95%; (C) Distribuciones de densidad de probabilidad; (D) Resumen estadístico completo. El análisis ANOVA reveló diferencias estadísticamente significativas, F(1, 498) = 87.32, p < .001, η² = 0.149. Todos los supuestos se verificaron: normalidad (Shapiro-Wilk: control p = .124, experimental p = .089) y homogeneidad de varianzas (Levene: p = .154).

			El análisis de varianza (ANOVA) mostró que hay una diferencia significativa en las calificaciones promedio entre los grupos, E(1, 498) = 34.84, p < [.001]. El tamaño del efecto, calculado mediante eta cuadrado parcial (η² = 0.065), indica un efecto moderado según los criterios convencionales, lo que confirma que la discrepancia observada entre el grupo de control y el experimental es sustancial y no atribuible al azar (ver Figura 3).

			Figura 3. 

			Análisis comparativo completo de Grupo Control vs. Experimental 

			ANOVA, Intervalos de Confianza, Distribuciones y Estadísticos Descriptivos
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			Fuente: Elaboración propia.

			La Figura 4 presenta el análisis completo de regresión lineal que examina la relación entre las calificaciones previas (pre-test) y posteriores (post-test) de los estudiantes. El panel (A) muestra el diagrama de dispersión con la línea de regresión (β = 0.402, IC95% [0.321, 0.483], p < .001) e intervalo de confianza al 95%. El modelo explica el 15.6% de la variabilidad en las calificaciones posteriores (R² = .156).

			En los paneles (B), (C) y (D) se presentan los diagnósticos de los residuos. Se constatan los supuestos de homocedasticidad (Breusch-Pagan p = .217), normalidad (Shapiro-Wilk p = .084), y no autocorrelación (Durbin-Watson = 1.956) como se analizó anteriormente. Se concluye que por cada punto que en las calificaciones previas se incrementan las calificaciones posteriores en 0.402. Esto cumple con las condiciones de significancia y se sostienen cada uno de los supuestos del modelo, indicando la consistencia de los hallazgos.

			La Figura 5 muestra el análisis de un trimestre (12 semanas), en el tercer semestre del estudio (abril-agosto 2024), en relación con el período completo de investigación (abril 2023-septiembre 2024, 3 semestres).

			Figura 4. 

			Relación entre calificaciones previas y posteriores
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			Fuente: Elaboración propia.

			Figura 5. 

			Evolución temporal de rendimiento académico
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			Fuente: Elaboración propia.

			El gráfico superior muestra los desarrollos semanales específicos. Aquí, el grupo experimental logró un 89.8% en comparación con un 82.1% en el grupo de control, lo que resulta en una diferencia agregada de 7.7 puntos. El efecto de la intervención se consolida en las semanas 6 a 8, lo cual representa un punto de inflexión en el proceso. 

			El gráfico inferior contextualiza esta evolución dentro de los tres semestres del estudio, mostrando una mejora progresiva y sostenida del grupo experimental a lo largo del tiempo (78.5% → 83.2% → 89.8%), mientras el grupo control mostró una mejora más moderada (77.8% → 79.5% → 82.1%). Este gráfico muestra las puntuaciones promedio en los grupos de control y experimental durante un período de doce semanas.

			La puntuación del grupo de control se calculó promediando todas las puntuaciones de los participantes de cada semana durante las doce semanas. Ambos grupos tuvieron una puntuación promedio casi idéntica en la semana uno. Sin embargo, a medida que avanzaba el semestre, se notó que las puntuaciones en el grupo experimental comenzaron a mejorar a un ritmo mucho mayor en relación con el grupo de control. Esto sugiere que el sistema de aprendizaje adaptativo basado en IA impactó positivamente en el rendimiento del estudiantado a lo largo del tiempo, ya que se observa que la diferencia entre los dos grupos creció entre la semana seis y la semana ocho, lo cual es un punto de inflexión cuando los beneficios de la enseñanza personalizada comenzaron a hacerse más evidentes.

			La Figura 6, analiza los sentimientos de comentarios estudiantiles sobre la plataforma de IA adaptativa. **(A)** Distribución de 427 comentarios clasificados mediante VADER, mostrando predominio significativo de percepciones positivas (χ²(2) = 215.4, p < .001). **(B)** Métricas de desempeño del clasificador, con exactitud global de 0.843 y concordancia sustancial (κ = 0.763). La validación se realizó con 50 comentarios etiquetados manualmente. Los criterios de clasificación se basaron en puntuaciones compuestas: Positivo (>0.05), Neutral (-0.05 a 0.05), Negativo (<-0.05). 

			Figura 6. 

			Minería de texto y análisis de sentimientos
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			Fuente: Elaboración propia.

			La consideración de procedimientos paramétricos, como t de Student, ANOVA o regresión lineal, se basa en el cumplimento de condiciones previas. Primordialmente, se tiene que establecer la normalidad de la (distribución de los) datos, que se verifica mediante el test de Shapiro-Wilk, se evalúa la homogeneidad de varianzas a través del test de Levene, y la condición de la (independencia de) observaciones se tiene que establecer. Solo de esta forma se pueden considerar válidas las conclusiones del análisis.

			discusión

			Los hallazgos de la investigación evidencian que el uso adecuado de sistemas de aprendizaje personalizado con inteligencia artificial (IA) mejora positivamente el rendimiento académico. Estos resultados coinciden con los de Padilla Pinos et al. (2025) evidenciando que existe mejora significativa en el grupo experimental y que la adopción de herramientas de inteligencia artificial fortalece el desempeño académico del estudiantado. Estudios de revisión bibliográfica como el de Pinela Cárdenas (2024) y Salazar Sisalima et al (2024) también respaldan que estas tecnologías aumentan el rendimiento académico porque permiten implementar estrategias pedagógicas con base a las necesidades de cada persona. 

			Por el contrario, Cruz Ulloa y Ruiz Rojas (2024) consideran “que la inteligencia artificial en la educación universitaria enfrenta desafíos como la dependencia excesiva que puede repercutir en la pérdida del pensamiento crítico y resolución de problemas” (p. 88). Además, los datos que proporciona Contreras Alcántara (2024) indican que la formación del profesorado constituye una limitación, ya que el 62% de estos no cuenta con la formación óptima para utilizar la IA de manera efectiva durante el proceso de aprendizaje. La implementación de la IA en la educación universitaria ha traído consigo varios puntos de vistas que analizan las consecuencias positivas y negativas (Torres Cruz et al., 2023). Sin lugar a dudas, el impacto discutido es uno de los elementos que definen el valor de la educación en el mundo actual, que busca la mejora incansable de la calidad del aprendizaje, sus procesos y resultados en correspondencia con los requisitos, expectativas y preferencias del aprendiz. Así, la satisfacción y el disfrute del aprendiz con la experiencia educativa se ve realzado.

			La IA no solo ayuda a las personas educadoras a identificar puntos débiles y diseñar estrategias educativas más efectivas, sino que además está diseñada para mejorar los sistemas educativos existentes a través de un entorno de aprendizaje productivo y dinámico (Berrones Yaulema & Salgado Oviedo, 2023). En otras palabras, los sistemas de educación al integrar herramientas que se adapten al ritmo de cada aprendiz, les motiva y compromete más, y como resultado, fomenta la creación de un entorno productivo de aprendizaje.

			La Figura 1 muestra que el grupo experimental tuvo trayectorias de aprendizaje mucho más dinámicas y variadas, mientras que el grupo de control tuvo trayectorias más lineales y predecibles. Esto resalta de manera significativa cómo los sistemas adaptativos tienen la capacidad de atender las necesidades individuales de una forma más efectiva, promoviendo así un aprendizaje que es no solo más autónomo, sino también mucho más motivador. Investigaciones similares y relevantes han mostrado en sus hallazgos que la personalización en el aprendizaje reduce el abandono escolar de manera efectiva y mejora la retención del conocimiento a largo plazo (Dziuban et al., 2017; Nguyen et al., 2024), lo cual es fundamental en el contexto educativo actual.

			La relación positiva que se establece entre las calificaciones previas y los puntajes que se obtienen tras la intervención en este contexto sugiere de manera evidente que los sistemas adaptativos que se implementan pueden mejorar significativamente el rendimiento, incluso en el caso de quienes presentan calificaciones iniciales bajas. Este descubrimiento destaca a la retroalimentación inmediata, así como la adaptación del contenido para apoyar el aprendizaje activo y autorregulado (Schunk & Zimmerman, 2011). Además, estas dinámicas destacan la ausencia de un modelo único que sirva para todos, lo que requiere una atención más completa a las distintas necesidades de cada persona. Autores como Zawacki-Richter et al. (2019) advierten que gran parte de la investigación en IA educativa se centra principalmente en aspectos tecnológicos, y que hay poca participación de los educadores en el diseño de estos sistemas, lo que podría afectar su relevancia pedagógica a largo plazo. Esta crítica se refleja en el estudio, aunque se vieron mejoras importantes, la intervención solo se centró en una materia (Medicina Veterinaria) y no trató de manera completa la formación del profesorado para usar estas herramientas en la enseñanza.

			El análisis de la serie temporal reveló un aumento sostenido en el rendimiento del grupo experimental durante las 12 semanas, alcanzando un pico notable entre las semanas 6 y 8. Como indican Tamayo Arellano et al (2024) la IA en la educación superior subraya la eficacia de retención de conocimientos en un 30% en comparación con los métodos tradicionales, especialmente cuando los programas educativos incorporan practicas innovadoras. Este patrón indica que la adaptación del aprendizaje tiene beneficios; sin embargo, estas ventajas se manifiestan plenamente solo después de un cierto período de ajuste. 

			El estudiantado que emplea herramientas adaptativas como CogBooks aumentan sus calificaciones en comparación con los cursos que no emplean estas plataformas (Rodríguez Aroca, 2024). La creciente brecha entre los dos grupos apoya la hipótesis de que el enfoque gradual adaptativo tiene un impacto acumulativo. Se necesita más investigación para establecer la duración óptima de la exposición.

			El análisis cualitativo refleja las opiniones positivas sobre el sistema de aprendizaje adaptativo, así como la flexibilidad y relevancia del contenido, fueron las más frecuentes en los comentarios analizados. Otros aspectos que resalta el alumnado es el nivel de competencia según la personalización del contenido, feedback, retroalimentación y las actividades interactivas (Corella, 2023). Sin embargo, la ausencia de mediciones sistemáticas de actitudes previas impide determinar si estas percepciones positivas fueron causa o consecuencia de la experiencia con la plataforma. 

			En general la experiencia retrospectiva del estudiantado fue favorable, pero como en todo sistema, también hay comentarios negativos, algunos de ellos alusivos a problemas de privacidad y otros a dificultades técnicas. Para Santana Mero et al (2024) los comentarios negativos sobre el sistema de aprendizaje adaptativo se relacionan con la falta de formación docente, ya que no basta con capacitar al profesorado en el uso de tecnologías de inteligencia artificial, sino que es esencial que sepan cómo integrarlas en sus prácticas educativas. Aunque los comentarios negativos que más se destacan en las diferentes investigaciones es la preocupación en la privacidad de los datos y el uso ético de la información recopilada (Toledo Navarrete, 2024; Rumbaut Rangel et al., 2025).

			 Esto pone de manifiesto que existe la necesidad de tratar el diseño de estas plataformas adaptativas desde el punto de vista de la seguridad y de la confiabilidad del sistema para que el impacto resultante sea mayor. De acuerdo con García Pérez (2024) “la colaboración entre docentes, expertos en tecnología y desarrolladores de IA es esencial para garantizar que las soluciones tecnológicas sean diseñadas y aplicadas de manera efectiva y ética” (p. 240).

			El análisis de sentimientos mostró una fuerte tendencia hacia percepciones positivas (68.2%, χ²(2) = 215.4, p < .001), lo que confirma la aceptación general de la plataforma de IA adaptativa. La fortaleza del clasificador VADER (exactitud = 0.843, κ = 0.763) apoya la confianza en estos hallazgos, que son coherentes con investigaciones anteriores sobre cómo ven las personas estudiantes las tecnologías educativas personalizadas (Katonane & Katona, 2024).

			Si bien el estudio no implementó ChatGPT o Google Gemini directamente, los principios de procesamiento de lenguaje natural y adaptación contextual que fundamentan estas herramientas estuvieron presentes en la plataforma utilizada. Los patrones de interacción positiva que se han observado se respaldan con las predicciones de Katsamakas et al. (2024) sobre el uso de interfaces conversacionales en la educación, aunque se deben validar estos resultados con implementaciones concretas de modelos generativos.

			Es importante señalar que, aunque los resultados muestran beneficios claros en el grupo experimental, otras investigaciones como la de Reich e Ito (2017) ha registrado situaciones donde los sistemas de IA educativa aumentaron las desigualdades que ya existían o no funcionaron bien en diferentes contextos. La naturaleza específica de nuestra muestra (estudiantes de primer semestre de una carrera STEM en una institución ecuatoriana) limita la generalizabilidad de los hallazgos y subraya la necesidad de replicación en diversos contextos educativos y disciplinarios. Futuras investigaciones deberían usar diseños mixtos que tomen en cuenta no solo el rendimiento académico, sino también aspectos cualitativos del aprendizaje que pueden ser influenciados por la personalización algorítmica.

			En relación al marco teórico, los resultados obtenidos responden a varias cuestiones planteadas inicialmente: (1) La mejora en rendimiento corrobora hallazgos de Aparicio-Gómez et al. (2025) sobre la efectividad de sistemas adaptativos, aunque el estudio aporta evidencia empírica específica para educación médica; (2) La optimización de procesos educativos se evidenció en la reducción de variabilidad del rendimiento, consistente con las propuestas de García Pérez (2024) sobre eficiencia en personalización; (3) Respecto a evaluación adaptiva, el sistema demostró capacidad para ajustar dificultad en tiempo real, validando los principios de evaluación dinámica de Guarneros, Rodríguez y Artínez (2025) en entornos del e-learning a través de exámenes adaptativos personalizados. 

			Conclusiones 

			Los resultados del estudio muestran que usar una plataforma de IA adaptativa mejoró el rendimiento académico en 7.7 puntos porcentuales de manera significativa (F(1, 497) = 69.45, p < .001) en comparación con los métodos tradicionales. El grupo experimental (N = 250) mostró no solo mayor rendimiento promedio (89.8% vs 82.1%), sino también menor variabilidad, sugiriendo que la personalización puede contribuir a reducir brechas de aprendizaje. El análisis de clústeres identificó tres perfiles de interacción distintos, con 35% de estudiantes mostrando nivel de interacción y compromiso alto y progreso acelerado.

			En cuanto a implicaciones prácticas, los resultados respaldan la integración de sistemas de IA adaptativa como complemento valioso en educación superior. Las instituciones deberían considerar: (1) Inversión en infraestructura tecnológica robusta; (2) Desarrollo de programas de capacitación docente focalizados en pedagogía digital; (3) Implementación de marcos éticos para protección de datos estudiantiles; (4) Diseño de estrategias institucionales para escalar pilotos exitosos. 

			El estudio presenta limitaciones que incluyen: (1) Realización en una sola institución y disciplina, afectando generalizabilidad. (2) Ausencia de medición de variables actitudinales y emocionales previas. (3) Naturaleza de la intervención que impidió el cegamiento de participantes. (4) Período limitado de seguimiento que no permite evaluar retención a largo plazo.

			Futuras investigaciones deberían replicar el estudio en diversas disciplinas y contextos institucionales; incorporar mediciones de factores actitudinales y emocionales; evaluar retención de conocimiento a largo plazo; llevar a cabo análisis de costo-beneficio de implementación a escala; explorar el impacto en competencias transversales como pensamiento crítico y creatividad.
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